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摘　要：文档排序一直是信息检索（ＩＲ）领域的关键任务之一。受益于马尔科夫决策过程强大的建模能力，以及强

化学习方法强大的求解能力，近年来基于强化学习 的 排 序 模 型 被 提 出 并 取 得 了 良 好 效 果。然 而，由 于 候 选 文 档 中

会包含大量的不相关文档，导致基于“试错”的强化 学 习 方 法 存 在 效 率 低 下 的 问 题。为 解 决 上 述 问 题，该 文 提 出 了

一种基于模仿学习的排序学习算法ＩＲ－ＤＡＧＧＥＲ，其基于文档标注信息构建专家策略，在保证文档排序精度的同时

提高了算法的学习效率。为了测试ＩＲ－ＤＡＧＧＥＲ的性能，该 文 基 于 面 向 相 关 性 排 序 任 务 的 ＯＨＳＵＭＥＤ数 据 集 和

面向多样化排序的ＴＲＥＣ数据集进行了实验，实验结果表明ＩＲ－ＤＡＧＧＥＲ在上述两个数据集上均提升了文档排序

的精度和效率。
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０　引言

作为文档检索、推荐、专家发现等众多检索任务

的核心问题，排序模型的效率问题一直是研究的热

点。排序学 习 模 型［１］将 排 序 问 题 转 化 成 经 典 的 分

类、回归等机器学习问题，被广泛应用到各个领域。
近年来，考虑到排序任务的序列性特点，研究者们开

始尝试构建基于马尔科夫决策过程的排序模型，提

出了一系列基于强化学习的排序学习算法，并成功

应用于相关性排序、多样化排序等 多 种 任 务［２－３］，被

称为强化排序学习。
强化排序学习将搜索引擎看作智能体，将用户

看作环境，通过搜索引擎和用户间的多次交互实现

学习排序模型的目的。具体到网页排序任务，通过

将文档排序序列根据排序位置分解，将排序表达成

序列决策问题，并通过马尔科夫决策过程［４］进行建

模。受益于马尔科夫决策过程强大的建模能力，以

及强化学习对于序列决策问题强大的学习能力，基

于强化学习 的 排 序 模 型 在 各 个 排 序 任 务 上 崭 露 头

角，取得了优异成绩，典型的方法包括相关性排序模

型 ＭＤＰＲａｎｋ［５］、多样性排序模型 ＭＤＰＤＩＶ［６］、多页

排序 模 型 ＭＤＰＭＰＳ［７］、以 及 会 话 排 序 模 型 Ｗｉｎ－
Ｗｉｎ　Ｓｅａｒｃｈ［８］等。

强化学习基于试错［９］的机制进行 学 习，其 依 赖

于智能体和环境不断进行交互，得到一系列交互轨

迹数据。强化学习算法直接将这些交互轨迹数据作

为训练数据，以奖励信息为导向进行学习。但是，具
体到文档排序任务，一个查询所对应的候选文档中

往往含有大量的不相关文档。因此，在学习初期，随
机初始化的排序策略会选择不相关文档排在文档序

列前端，这些不相关文档无法提供有效的奖励信号，
无法构建高质量的文档序列，进而导致排序模型学

习效率低下。
为了解决强化排序模型的学习效率问题，本文

尝试通过文档的标注信息构建专家策略来辅助搜索

引擎与用户进行更好的交互，从而生成高质量的文

档排序，并提供有效的奖励信号。具体而言，本文提

出了基于模仿学习的排序学习算法ＩＲ－ＤＡＧＧＥＲ，
其结合专家策略和马尔科夫决策过程（Ｍａｒｋｏｖ　ｄｅ－
ｃｉｓｉｏｎ　ｐｒｏｃｅｓｓ，ＭＤＰ）自 身 策 略 进 行 文 档 选 择。其

中，专家策略每次都会选择最佳文档以获得较高的

奖励信息，保证数据的利用效率；ＭＤＰ自身 策 略 使

得搜索引擎根据当前排序模型的策略与用户进行交

互，减少随机策略的累积误差，从而保证了排序学习

的性能。
为了验证本文所提出模型的有效性，本文分别

在面向相关性排序的标准数据集ＯＨＳＵＭＥＤ和面

向多样化排 序 的 数 据 集 ＴＲＥＣ上 进 行 了 实 验。实

验结果表明，ＩＲ－ＤＡＧＧＥＲ超越了所有的基准方法，

取得了最好的排序精度和学习性能，实验结果表明

模仿排序学习可以有效地提升传统强化排序学习算

法的精度和效率。

１　研究背景：强化排序学习

１．１　任务描述

　　在排序任务中，对每一个查询ｑｋ（１≤ｋ≤ｎ），有

ｍｋ 个文档构成候选文档集合｛ｄｋ１，ｄｋ２，…，ｄｋｍｋ｝，每一

篇候选文档都标有其与该查询的相关性信息｛ｙｋ１，ｙｋ２，
…，ｙｋｍｋ｝。给定查询和候选文档后，可以通过查询—

文档特征ｘ＝Φ（ｑ，ｄ）来表达查询和文档的关系，其
中包含 词 频、逆 向 文 档 频 率、ＢＭ２５、ＬＭＩＲ等 信 息。

文档标注代表该文档与查询的相关程度，比如可以取

值｛０，１｝，０表示不相关、１表示相关；也可以进行多级

相关性标注取值｛０，１，２｝，０表示不相关、１表示部分

相关、２表示相关。排序任务旨在学习根据查询—文

档特征计算文档与该查询的相关度。

１．２　面向排序的交互模型

传统的排 序 模 型 基 于“评 分—排 列”［１０］机 制 来

构建文档序列。搜索引擎会通过评分函数对每一篇

文档单独进 行 打 分，然 后 直 接 根 据 评 分 进 行 排 序。
因此该机制无法建模文档序列中文档之间的交互对

排序所带来的影响，与此同时，用户往往最关心序列

中的前Ｋ 个 文 档 ［１１－１２］，因 而 文 档 的 排 序 位 置 信 息

十分重要。然而，基于“评分—排列”机制在评分过

程中，搜索引擎无法获取文档的排序位置，无法有效

地利用排序位置信息。于此同时，在该机制下，搜索

引擎会根据文档评分从大到小对文档进行排序，也

就是说，每篇文档仅出现一次，从而导致生成的文档

排序训练样本单一。

信息检索领域的研究者们已经尝试采用序列决

策过程来建模排序过程，其将文档序列按照排序位

置进行分解，每一次决策对应着搜索引擎根据当前

排序状态从候选文档中挑选一篇文档放入当前排序

位置。在此框架下，可将排序过程看成搜索引擎与

８９
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用户不断进行交互的过程，在每一次交互中，搜索引

擎根据用户的查询等各种信息，从候选文档集中选

出一篇文档传递给用户，而用户浏览该文档并反馈

对该文档的评价信息。

１．３　基于 ＭＤＰ的排序模型

ＭＤＰ是一种经典的建模交互系统的数学模型，
如图１所示，文档排序过程可以很自然地建模成一

个 ＭＤＰ：每一个时刻对应一个排序位置；在每一个

时刻，搜索引擎根据用户当前的信息需求，通过排序

模型为当前排序位置选择文档。

图１　强化排序模型

用户浏览文档并反馈对该文档的评价信息。具

体地，该 ＭＤＰ的状态、动作、策略、状态转移和奖励

函数的描述如下：

状态：状态是对当前排序环境的描述。在排序

过程中，排序策略通过考虑候选文档集合和已排序

文档的变化来描述排序状态的演变，因此可以将排

序任务中的环境状态描述为三元组，如式（１）所示。

ｓｔ＝＜ｔ，Ｘｒｔ，Ｘｃｔ ＞ （１）

　　其中，ｔ表 示 当 前 排 序 位 置，Ｘｒｔ 表 示 当 前 已 排

序文档，Ｘｃｔ 表示当前候选文档集。

动作：动作是 搜 索 引 擎 影 响 排 序 环 境 的 媒 介。

我们通过当前的可选文档来构建动作集合。由于在

排序过程可选文档是不断变化的，因此候选文档集

合会依赖于当前状态，可表达为Ａ（ｓｔ）。在ｔ时刻，

搜 索 引 擎 会 根 据 当 前 策 略，选 择 一 个 候 选 文 档

ｘｍ（ａｔ）∈Ｘｔ，将其放入当前文档序列的末尾。其中，

ｍ（ａｔ）是选择文档的索引。

状态转移：状态转移用于描述排序环境的变迁，

其描述了搜索引擎选择一篇文档传递给用户后，排序

环境的变化。其中，对于排序位置来说，其会依次递

增。对于候选文档集合来说，其会依 次 减 少 一 篇 文

档。状态转移函数可以具体的表达为式（２）：

ｓｔ＋１＝Ｔ（ｓｔ，ａｔ）

＝＜ｔ＋１，Ｘｒｔ ｘｍ（ａｔ），Ｘｃｔ－ｘｍ（ａｔ）＞
（２）

　　其中，ｘｍ（ａｔ）为动作ａｔ 所选择的文档。
奖励函数：奖励函数用于评价搜索引擎所选文

档的质量。对于排序来说，评价一篇文档所能带来

的信息收益时，不仅要考虑该文档与查询的相关度，
也要考虑当前的排序位置。我们可以基于信息检索

评价指标来设计奖励函数。例如，对于相关性排序

来 说，我 们 可 以 在 选 择 文 档 后，用 文 档 序 列 的

ＤＣＧ［１３］增量来计算奖励，如式（３）所示。

Ｒ（ｓｔ，ａｔ）＝
２ｙｍ（ａｔ）－１　 ｔ＝０
（２ｙｍ（ａｔ）－１）／ｌｏｇ２（ｔ＋１）ｔ＞０
烅
烄

烆
（３）

　　其中，ｙｍ（ａｔ）是所选文档ｄｍ（ａｔ）的标注信息。
亦或对于多样性排序的任务，我们基于多样性评价

标准α－ＤＣＧ来设计奖励函数，如式（１４）所示。

Ｒ（ｓｔ，ａｔ）＝α－ＤＣＧ［ｔ＋１］－α－ＤＣＧ［ｔ］ （４）

　　策略：策略用于描述搜索引擎如何为当前排序

位置选择文 档，一 般 表 达 为 候 选 文 档 的 概 率 分 布。
我们通过线性函数，根据查询—文档特征，为每一篇

候选 文 档 计 算 得 分。在 此 基 础 上 得 到ｓｏｆｔｍａｘ策

略，自动地平衡在训练过程中的探索和利用。

１．４　模型求解

策略梯度方 法［１４］作 为 一 个 经 典 的 强 化 学 习 方

法，其将策略进行参数化表示，直接在参数空间中进

行搜索最优策略。基于最优策略，智能体可以从环

境中获得最高的奖励。策略梯度的目标函数可以表

示为式（５）：

Ｊ（ｗ）＝∑
ｓ，ａ～π
Ｒ（ｓ，ａ） （５）

　　其中，ｗ为策略的参数。
如图２所示，基于策略梯度方法智能体可直接利

用交互数据更新策略参数。首先，智能体和环境不断

进行交互，产生交互轨迹数据 （Ｓ０，Ａ０，Ｒ１，…，ＳＭ－１，

ＡＭ－１，ＲＭ－１），然后智能体直接利用交互轨迹中的状

态、动作和奖励值对策略参数进行更新。其中，ＲＥ－
ＩＮＦＯＲＣＥ［１５］算法中策略梯度的计算如式（６）所示。

Δｗ＝Ｇｔ !ｌｏｇπ（Ａｔ｜Ｓｔ，ｗ） （６）

　　其中，Ｇｔ 为选择动作Ａｔ 后，搜索引擎所能获取

的未来累积收益值，其计算公式可以描述为式（７）。

９９
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Ｇｔ＝∑
Ｍ－１

ｔ
Ｒｔ （７）

图２　策略梯度方法

综上所述，基于策略梯度的排序模型可以描述为：
（１）搜索引 擎 依 据 用 户 的 搜 索，获 取 用 户 的 初

始状态Ｓｔ（ｔ＝０），根据当前策略π（ａｔ，Ｓｔ）从候选文

档中选择文档，传递给用户；
（２）用户接 收 搜 索 引 擎 选 取 的 文 档，浏 览 该 文

档序列，反馈奖励值Ｒｔ；
（３）搜索引擎接收到用户的反馈信号，更新用户

的状态为Ｓｔ＋１，搜索引擎再一次为用户选择文档；
（４）搜索引 擎 考 虑 更 新 后 的 状 态，再 次 选 择 文

档传递 给 用 户，直 到 用 户 开 始 新 的 搜 索 任 务 或 者

离开；
（５）重复上 述 过 程，可 以 获 得 搜 索 引 擎 与 用 户

的交互轨迹（Ｓ０，Ａ０，Ｒ１，…，ＳＭ－１，ＡＭ－１，ＲＭ－１），并
根据轨 迹 信 息，依 公 式 计 算 策 略 梯 度 来 更 新 排 序

模型。

２　强化排序学习的训练效率问题

对于排序任务来说，不同查询的候选文档数目、

相关文档所占的比例也不尽相同。为了方便分析，
不失一般性，本文假设一个拥有１０篇候选文档的查

询，其中５篇候选文档与该查询相关，另外５篇为不

相关候选文档。在学习初期，搜索引擎会采用随机

初始 化 的 ＭＤＰ策 略 构 建 文 档 序 列。如 图３中 的

ＭＤＰ策略 所 示，随 机 初 始 化 的 ＭＤＰ策 略，将 不 相

关文档排在序列前端，使得文档序列质量较差。在

传统的强化学习框架中，智能体基于 ＭＤＰ策略，不

断地和环境 进 行 交 互，通 过 试 错 的 机 制 进 行 学 习。

而不相关的文档无法提供有效的奖励信号。因此，
这种情况下，基于强化学习的排序模型在学习训练

时，搜索引擎无法获得有效的奖励信息对排序策略

进行优化，从而导致学习效率低下。
对于排序任务来说，可以获取训练数据集中所

图３　文档列表示意图

有候选文档的标注信息。因此，本文考虑根据候选

文档的标注信息，建立专家策略，来指导搜索引擎和

用户之间的交互。如图３所示，通过专家策略，搜索

引擎会直接 选 择 信 息 量 最 大 的 候 选 文 档 传 递 给 用

户，基于最优文档排序序列来学习排序策略，从而可

以提高搜索引擎的学习效率。然而，贪心的专家策

略构建出的文档列表比较单一，无法提供丰富的文

档列表训练数据。与此同时，贪心的策略会导致排

序序列的误差累积，从而会影响排序模型的性能。
已有研究表明，基于数据融合的模仿学习方法

可提升 传 统 强 化 学 习 的 效 果，例 如，Ｒｏｓｓ等 提 出

ＤＡＧＧＥＲ算 法［１６－１７］，可 以 通 过 专 家 策 略 来 辅 助 智

能体与环境进行交互，从而获得高质量的交互轨迹

数据提高模型学习效率。本文在该模型的基础上依

据文档排序任务的特点进行了改进：为了保持策略

梯度方法对排序问题强大的建模和学习能力，考虑

在获得的混合策略交互轨迹的基础上，直接依照策

略梯度的方法来对排序模型进行学习优化，提出了

适用于文档排序任务的模仿学习算法

如图３所 示，本 文 结 合 专 家 策 略 和 ＭＤＰ策 略

构建混合策略来指导搜索引擎构建文档序列。从图

３中可以看出，基于 ＭＤＰ策略构建的文档序列具有

较强的随机性，包含了大量的不相关文档，使得搜索

引擎无法得到有效的奖励信号。基于专家策略构建

的文档序列，搜索引擎可以获得大量有效的奖励信

号，仅考虑最优排列会导致训练样本的单一性。然

而，基于混合策略构建的文档序列在保持文档序列

多样性的同时使得构建的文档序列中拥有大量的相

关文档，进而提升了搜索引擎的学习效率。总体而

言，由 于 如 下 两 个 原 因，混 合 策 略 比 专 家 策 略 和

００１
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ＭＤＰ策略更优。
（１）专家策略每次都会选择最优文档以获得较

高的奖励信息，可以保证数据的利用率。但是其会

使得到的文档序列分布远离基于 ＭＤＰ策略的样本

空间，从而导致学习到的策略可能陷于局部最优。
（２）ＭＤＰ策略使得搜索引擎根据当前排序模型

的策略与用户进行交互，保证了数据分布的一致性。
然而在学习初期，排序模型无法构建出高质量的文档

序列，从而导致数据利用率低，模型学习效率低下。

３　我们的方法：模仿排序学习

３．１　专家策略

　　为了提高模型的学习效率，本文通过专家策略

来辅助搜索引擎与环境进行交互。根据候选文档的

标注信息来构建专家策略。将专家策略定义为选择

出该状态下能获得最大奖励值的文档，其可以表示

为如式（８）所示。

π＊（ａｔ｜ｓｔ）＝
１　ａｔ ∈ａｒｇ　ｍａｘ

ａｔ∈Ａ（ｓｔ）
Ｒ（ｓｔ，ａｔ）

０ ｅｌｓｅ
烅
烄

烆
（８）

　　其中，Ｒ（ｓｔ，ａｔ）为奖励函数。
单纯使用专家策略会导致训练数据单一，使得

排序序列的误差随着排序位置进行累计，并且造成

训练数据分布远离排序模型策略交互的数据分布，
影响排序模型的排序性能。

３．２　策略融合

本文通过一个加权参数βｉ 将专家策略与ＭＤＰ策

略相结合，构建出一个混合策略，其可以表达为式（９）：

π～（ａｔ｜ｓｔ）＝βｉ·π＊（ａｔ｜ｓｔ）＋（１－βｉ）·π（ａｔ｜ｓｔ，ｗ）
（９）

　　其中，０≤βｉ≤１为当前步下的加权参数，表示专

家策略在当前混合策略中所占的比例。为了保证算

法的收敛性，加权参数βｉ需要满足式（１０）。

ｌｉｍ
ｎ→∞

１
Ｎ∑

Ｎ

ｉ＝０βｉ＝０ （１０）

本 文 采 用 了 指 数 衰 减 的 方 式 来 构 建 加 权 函 数，如

式（１１）所 示。

βｉ＝ｐ
ｉ （１１）

　　其中，０＜ｐ＜１是衰减参数。
可以看出，随着交互的增加，平衡参数βｉ 将由１

逐渐 减 少 收 敛 到０。也 就 是 说，在 学 习 开 始 阶 段，

βｉ＝１，搜索引擎会完全依赖专家策略与用户进行交

互，保证排序模型的学习效率。而随着交互的增加，

βｉ 的 衰 减，搜 索 引 擎 会 越 来 越 信 任 当 前 排 序 模 型，

ＭＤＰ策略在交互中起到的作用越来越大，在保证训

练样本多样性的同时，避免文档序列的累积误差所

造成的影响，保证排序模型最终的排序性能。

３．３　ＩＲ－ＤＡＧＧＥＲ算法

为了保持强化学习方法强大的学习能力，本文在

混合策略交互轨迹的基础上，直接依照策略梯度的方

法来对排序模型进行学习优化，提出了一种新的适用

于排序 任 务 的 基 于 模 仿 学 习 的 算 法ＩＲ－ＤＡＧＧＥＲ。
图４展示了基于模仿学习的排序模型的基本框架，在
搜索引擎和用户的交互中，搜索引擎会同时考虑专家

策略和 ＭＤＰ策略来和用户进行交互，进而获得高质

量的交互轨迹数据，提高模型学习效率。

图４　模仿排序模型

如算法１和算法２所示，模仿排序学习算法ＩＲ－
ＤＡＧＧＥＲ的主要 步 骤 有４个，分 别 为 构 建 混 合 策

略、搜索引擎和用户进行交互、记忆池更新和策略梯

度更新。其具体可以描述如下。
首先初始化一个容量为ＣＮ 的记忆池，对排 序

模型参数和平 衡 参 数β 进 行 初 始 化。然 后 在 每 一

次迭代ｉ＝１，２，…，Ｎ 中，依 次 进 行 构 建 混 合 策 略、
搜索引擎和用户交互生成训练数据，更新记忆池，进
行策略梯度更新。其中：

（１）混 合 策 略 构 建：我 们 通 过 当 前 的 平 衡 参

数，基于专家策略和 ＭＤＰ策略构建混合策略，指导

搜索引擎和用户的交互行为。
（２）搜索引擎和用户进行交互：首先给定的查

询以及查询对应的候选文档得到初始化的状态：Ｓ０
＝Ｓ（ｑ，Ｘ）。对 于 每 一 个 时 间 步ｔ＝１，２，…，Ｍ，通

过采样阈值的方式来实现基于混合策略的交互。首

１０１
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先从［０，１］均匀分布中采样一个阈值，如果阈值小于

当前状态下的平衡参数βｉ，则基于专家策略选择候选

文档；反之，则基于 ＭＤＰ策略进行交互。然后，根据

奖励函数得到当前状态Ｓｔ 下选择动作Ａｔ 能得到的

奖励值。至此可以得到包含状态、动作、奖励的三元

组（Ｓｔ，Ａｔ，Ｒｔ＋１），将其放入交互轨迹的末端。于此通

过根据状态转移函数Ｔ 得到受动作Ａｔ影响，变化后

状态Ｓｔ＋１。重复该过程，直到构建出完整的交互轨

迹数据τ＝（Ｓ０，Ａ０，Ｒ１，…，ＳＭ－１，ＡＭ－１，ＲＭ）

算法１：ＩＲ－ＤＡＧＧＥＲ

输入：训练数据Ｄ＝｛（ｑ｛ｎ｝，Ｘ｛ｎ｝，Ｙ｛ｎ｝）｝，参数化策略π（ａｔ
｜ｓｔ，ｗ），专家策略π＊（ａｔ｜ｓｔ），容量为ＣＮ 的记忆池Ｄｍ，平
衡参数衰减率ｐ，学习速率η。
输出：排序策略π（ａｔ｜ｓｔ，ｗ）

１：Ｆｏｒ　ｉ＝１　ｔｏ　Ｎｄｏ
２：　Ｆｏｒ　ａｌｌ｛ｑ，Ｘ，Ｙ｝∈Ｄｄｏ
３：　　执行混合策略获得交互轨迹τ
４：　　Ｆｏｒ　ｔ＝０ｔｏ　Ｍ－１　ｄｏ

５：　　　计算累积奖励Ｇｔ←∑
Ｍ－ｔ

ｋ＝１
Ｒｔ＋ｋ

６：　　　存储交互轨迹（Ｓｔ，Ａｔ，Ｇｔ）至记忆池Ｄｍ
７：　Ｆｏｒ　ａｌｌ｛Ｓｋ，Ａｋ，Ｇｋ｝∈Ｄｍｄｏ
８：　　根据交互轨迹更新策略参数

９：　　　　ｗ←ｗ＋η·Ｇｋ !ｌｏｇ（Ａｋ｜Ｓｋ，ｗ）
１０：更新平衡参数：β←β·ｐ

算法２：执行混合策略

输入：数据（ｑ，Ｘ，Ｙ），参数化策略π（ａｔ｜ｓｔ，ｗ），专家策略

π＊（ａｔ｜ｓｔ），平衡参数β，奖励函数R 。
输出：交互轨迹τ

１：根据查询和候选文档集合初始化状态Ｓ０
２：Ｆｏｒ　ｔ＝１　ｔｏ　Ｍｄｏ

３：　随机采样参数β^～Ｕｎｉｆｏｒｍ［０，１］

４：　ｉｆβ＞β^ｔｈｅｎ
５：　　采样动作Ａｔ～π＊（ａｔ｜ｓｔ）
６：　ｅｌｓｅ
７：　　采样动作Ａｔ～π（ａｔ｜ｓｔ，ｗ）
８：　计算奖励值Ｒｔ＋１＝Ｒ（Ａｔ，Ｓｔ）
９：　存储交互信息τ＝τ（Ｓｔ，Ａｔ，Ｒｔ＋１）
１０： 状态转移Ｓｔ＋１←Τ（Ｓｔ，Ａｔ）

　　（３）记忆池更新：在初始化阶段，我们可以得到

一个容量为ＣＮ 的记忆池，用于存储搜索引擎和用户

交互所产生的训练数据。在训练的过程中，得到新的

交互轨迹τ后，如果记忆池还有容量，则直接将交互

轨迹存储至记忆池；而如果记忆池已达到分配的容

量，则需要随机地删除一条交互轨迹，为新的交互轨

迹提供存储空间。
（４）策略梯度更新：我们对于记忆池中的每一条

交互数据，计算策略梯度，并根据策略梯度进行策略

梯度更新。

４　实验分析

我们考虑相关性排序［５］和多样性排序［６］的场景，
通过实验从性能和效率两个方面对本文提出的模仿

排序学习模型进行分析。

４．１　相关性排序

４．１．１　实验设置

　　本文在经典的排序学习数据集ＯＨＳＵＭＥＤ［１８］之

上进行了相关性排序的实验。该数据集有１０６条查

询，均来源于医生在给病人看病过程中所提交的查询

字符串。ＯＨＳＵＭＥＤ数据集一共标注了１６　１４０个查

询—文档对，包含了２　５５７个相关、２　９３２个部分相关

以及１２　９４８个不相关的查询－文档对。
为了验证ＩＲ－ＤＡＧＧＥＲ的有效性，我们考虑了

相关性排序中多类的基准方法，包括排序学习的方

法 Ｒｅｇｒｅｓｓｉｏｎ、ＲａｎｋＳＶＭ［１９］、ＲａｎｋＢｏｏｓｔ［２０］、Ｌｉｓｔ－
Ｎｅｔ［２１］、 ＳＶＭＭＡＰ［２２］、 ＡｄａＲａｎｋ－ＭＡＰ［２３］、

ＡｄａＲａｎｋ－ＮＤＣＧ［２３］、ＭＬＬ，以及强化学习方法 ＭＤ－
ＰＲａｎｋ。我们采用传统的信息检索评价指标 ＭＡＰ、

Ｐｒｅｃｉｓｉｏｎ＠５、Ｐｒｅｃｉｓｉｏｎ＠１０、ＮＤＣＧ＠５和ＮＤＣＧ＠
１０对实验结果进行评价。

在实验中，本文测试了平衡参数的衰减指数取

ｐ∈｛０，０．９，１｝的情况。当ｐ＝０时，则β＝０，搜索

引擎和 用 户 仅 通 过 ＭＤＰ策 略 进 行 交 互。当ｐ＝１
时，则β＝１，搜索引擎和用户仅通过专家策略进行

交互。当ｐ＝０．９时，初始时β＝１，搜索引擎通过专

家策略进行 交 互，而 随 着 迭 代 次 数 的 增 加，β会 以

０．９的概率衰减，搜索引擎逐渐地增加通过 ＭＤＰ策

略进行交互的 概 率，并 最 终 主 要 以 ＭＤＰ策 略 与 用

户进行交互。
搜索引擎能获得高质量的训练数据，快速地提

高排 序 模 型 的 性 能。随 着 排 序 模 型 性 能 的 提 高，

ＭＤＰ策略所占的比例逐步提高，使得交互数据分布

与排序模型策略交互数据差异性逐步缩小，进一步

提高排序模型的性能。

４．１．２　实验结果

表１展示了我们的方法和其他所有基准方法，
包 括 Ｒｅｇｒｅｓｓｉｏｎ、ＲａｎｋＳＶＭ、ＲａｎｋＢｏｏｓｔ、ＬｉｓｔＮｅｔ、

ＳＶＭＭＡＰ、ＡｄａＲａｎｋ－ＭＡＰ、ＡｄａＲａｎｋ－ＮＤＣＧ、Ｌｉｓｔ－
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ＭＬＥ，以及强化学习方法 ＭＤＰＲａｎｋ，在５个评价准

则 上 的 表 现，包 括 ＮＤＣＧ ＠５，ＮＤＣＧ＠１０，

Ｐｒｅｃｅｓｉｏｎ＠５，Ｐｒｅｃｅｓｉｏｎ＠１０和 ＭＡＰ上 的 实 验 结

果。其中粗体表示所有实验中最好的结果。从结果

可以看出，我们的方法ＰＰＧ在５个相关性评价准则

指标上均得到了最好的性能。

表１　基于面向相关性排序的ＯＨＳＵＭＥＤ数据集上的排序精度

方法 ＮＤＣＧ＠５ ＮＤＣＧ＠１０ Ｐｒｅｃｅｓｉｏｎ＠５ Ｐｒｅｃｅｓｉｏｎ＠１０ ＭＡＰ

Ｒｅｇｒｅｓｓｉｏｎ　 ０．４２７　８　 ０．４１１　０　 ０．５３３　７　 ０．４６６　６　 ０．４２２　０

ＲａｎｋＳＶＭ　 ０．４１６　４　 ０．４１４　０　 ０．５３１　９　 ０．４８６　４　 ０．４３３　４

ＲａｎｋＢｏｏｓｔ　 ０．４４９　４　 ０．４３０　２　 ０．５４４　７　 ０．４９６　６　 ０．４４１　１

ＬｉｓｔＮｅｔ　 ０．４４３　２　 ０．４４１　０　 ０．５５０　２　 ０．４９７　５　 ０．４４５　７

ＳＶＭＭＡＰ　 ０．４５１　６　 ０．４３１　９　 ０．５５２　３　 ０．４９１　０　 ０．４４５　３

ＡｄａＲａｎｋ－ＭＡＰ　 ０．４６１　３　 ０．４４２　９　 ０．５６７　４　 ０．４９７　６　 ０．４４８　７

ＡｄａＲａｎｋ－ＮＤＣＧ　 ０．４６０　６　 ０．４４０　８　 ０．５６７　２　 ０．５０１　１　 ０．４４９　２

ＬｉｓｔＭＬＥ　 ０．４６４　０　 ０．４５２　０　 ０．５４６　４　 ０．４９８　３　 ０．４５３　３

ＭＤＰＲａｎｋ　 ０．４８６　７　 ０．４７０　９　 ０．５６５　５　 ０．５０７　９　 ０．４６０　５

ＩＲ－ＤＡＧＧＥＲ（ｐ＝０） ０．４６４　９　 ０．４５０　９　 ０．５５５　７　 ０．４９７　４　 ０．４５４　８

ＩＲ－ＤＡＧＧＥＲ（ｐ＝１） ０．４８６　６　 ０．４７０　４　 ０．５７３　１　 ０．５１１　７　 ０．４６０　５

ＩＲ－ＤＡＧＧＥＲ（ｐ＝０．９９） ０．４９３　５　 ０．４７３　２　 ０．５７６　９　 ０．５１１　７　 ０．４６１　２

　　图５展示了取不同衰减率ｐ＝｛０，０．９，１｝时ＩＲ－
ＤＡＧＧＥＲ的学习曲线，以及ｐ＝０．９时 平 衡 参 数β
的衰减曲线。可以看出，在学习初期，受益于专家策

略能够给 出 最 优 排 序 序 列 训 练 样 本，ＩＲ－ＤＡＧＧＥＲ
（ｐ＝１）快 速 收 敛，其 收 敛 明 显 快 于 其 他 排 序 模 型。
然而，随着迭代次数的增加，仅依靠 ＭＤＰ策略的排

序模型ＩＲ－ＤＡＧＧＥＲ（ｐ＝０）性能逐步提升，在将近

３００次迭代时，其性能超过ＩＲ－ＤＡＧＧＥＲ（ｐ＝１），从
而验证了 ＭＤＰ策略可以增加文档序列训练样本的

多样 性，减 少 文 档 累 积 误 差 所 带 来 的 影 响。ＩＲ－
ＤＡＧＧＥＲ（ｐ＝０．９）在学习初期可以通过专家策略，
获得高质量的交互轨迹，随着学习增加搜索引擎通

过 ＭＤＰ策略与用户进行交互保证了排序模型的性

能，最终取得了最好的排序结果。

图５　ＩＲ－ＤＡＧＧＥＲ在ＯＨＳＵＭＥＤ数据集上的收敛速度

４．２　多样化排序

４．２．１　实验设置

　　ＭＤＰ也 可 以 用 于 多 样 化 排 序 建 模［６］，被 称 为

ＭＤＰＤＩＶ。具体地，ＭＤＰＤＩＶ将搜索引擎视为智能

体，将用户视为环境，通过循环递归网络（ＲＮＮ），根

据用户查询以及已排序的文档来表达多样性排序过

程中的排序状态，同时通过一个双线性函数，根据当

前排序状态以及文档的表达来计算对文档的评分，
构建Ｓｏｆｔ－Ｍａｘ策 略 作 为 ＭＤＰ策 略。本 文 所 提 出

的 模 仿 学 习 算 法ＩＲ－ＤＡＧＧＥＲ 也 可 以 用 于 提 升

ＭＤＰＤＩＶ的效果。
根据文献［６］中 的 设 置，本 文 将 四 个 ＴＲＥＣ基

准测 试 数 据 集（ＴＲＥＣ　２００９ Ｗｅｂ　Ｔｒａｃｋ，ＴＲＥＣ
２０１０ Ｗｅｂ　Ｔｒａｃｋ，ＴＲＥＣ　２０１１ Ｗｅｂ　Ｔｒａｃｋ　ａｎｄ
ＴＲＥＣ　２０１２Ｗｅｂ　Ｔｒａｃｋ）合并为一 个 数 据 集 合，一

共包含２００个查询和４５　０００个带标注信息的查询－
文档对，候 选 文 档 从ＣｌｕｅＷｅｂ０９Ｃａｔｅｇｏｒｙ　Ｂ（包 含

约５　０００万英文网络文档）语料库中获得。实验中，
查询和 文 档 的 分 布 式 向 量 表 达 基 于 ＧＥＮＳＩＭ 库

获取。
在实验中，已标注的查询被随机等分为五份并进

行了五折交叉验证。为了验证ＩＲ－ＤＡＧＧＥＲ的有效

性，实验所选择的基线方法包括启发式的排序模型

ＭＭＲ、ＸＱｕＡＤ和ＰＭ－２，基于学习的排序模型ＳＶＭ－
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ＤＩＶ，Ｒ－ＬＴＲ，ＰＡＭＭ，ＮＴＮ－ＤＩＶ和ＬｉｓｔＭＬＥ，以及基

于强化学习的排序模型 ＭＤＰ－ＤＩＶ。与此同时，平衡

参数的衰减指数ｐ取值为０，０．９９或者１。

４．２．２　实验结果

表２展示 了ＩＲ－ＤＡＧＧＥＲ和 所 有 基 线 方 法 的

多 样 化 排 序 精 度，评 价 准 则 包 括 α－ＮＤＣＧ＠５，

α－ＮＤＣＧ＠１０，ＥＲＲ－ＩＡ＠５和ＥＲＲ－ＩＡ＠１０，其 中 粗

体表示精度最高的结果。可以看出，基于模仿排序

学习的方 法ＩＲ－ＤＡＧＧＥＲ在 所 有 评 价 准 则 指 标 上

均得到了最好的性能。

表２　面向多样化排序的ＴＲＥＣ数据集上的排序精度

方法 α－ＮＤＣＧ＠５ α－ＮＤＣＧ＠１０ ＥＲＲ－ＩＡ＠５ ＥＲＲ－ＩＡ＠１０

ＭＭＲ　 ０．２７５　３　 ０．２９７　９　 ０．２００　５　 ０．２３０　９

ＸＱｕＡＤ　 ０．３１６　５　 ０．３９４　１　 ０．２３１　４　 ０．２８９　０

ＰＭ－２　 ０．３０４　７　 ０．３７３　０　 ０．２２９　８　 ０．２８１　４

ＳＶＭ－ＤＩＶ　 ０．３０３　０　 ０．３７３　０　 ０．２２９　８　 ０．２８１　４

Ｒ－ＬＴＲ　 ０．３４９　８　 ０．４１３　２　 ０．２５２　１　 ０．３０１　１

ＰＡＭＭ　 ０．３７１　２　 ０．４３２　７　 ０．２６１　９　 ０．３０２　９

ＮＴＮ－ＤＩＶ　 ０．３９６　２　 ０．４５７　７　 ０．２７１　８　 ０．３２８　５

ＬｉｓｔＭＬＥ　 ０．３９４　５　 ０．４３８　６　 ０．３０９　７　 ０．３３１　０

ＭＤＰ－ＤＩＶ　 ０．４４９　１　 ０．４８７　４　 ０．３４９　８　 ０．３７０　３

ＩＲ－ＤＡＧＧＥＲ（ｐ＝０） ０．３５５　８　 ０．４１２　１　 ０．２７１　８　 ０．２９７　８

ＩＲ－ＤＡＧＧＥＲ（ｐ＝１） ０．４５９　６　 ０．４９７　７　 ０．３５７　６　 ０．３７８　５

ＩＲ－ＤＡＧＧＥＲ（ｐ＝０．９９） ０．４６８　８　 ０．５０９　０　 ０．３６５　９　 ０．３８７　３

　　图６展 示 了ｐ 取 不 同 衰 减 率 时ＩＲ－ＤＡＧＧＥＲ
的学习曲线；以及ｐ＝０．９９时平衡参数的衰减曲线，
可以看出，通过利用专家交互轨迹信息，可以极大地

提高多样性排序学习算法的学习效率。

图６　ＩＲ－ＤＡＧＧＥＲ在ＴＲＥＣ数据集上的收敛速度

５　总结

本文研 究 了 基 于 ＭＤＰ的 排 序 学 习 模 型，通 过

引入专家策略，从数据融合的角度提出基于模仿学

习的排序模型ＩＲ－ＤＡＧＧＥＲ，提升了基于排序模 型

的排序 精 度 和 学 习 效 率。具 体 而 言，ＩＲ－ＤＡＧＧＥＲ
融合了 ＭＤＰ策 略 和 专 家 策 略，其 在 算 法 训 练 初 期

通过专家策略与用户进行交互，从而获得高质量的

交互轨迹数据，提升学习效率；其在算法运行中后期

逐步增加 ＭＤＰ策 略 在 交 互 策 略 中 所 占 比 例，有 效

避免训练数据集中累积误差的出现，提高了模型的

排序精度。基于相关性排序任务和多样性排序任务

的实验结果表明，相对于基于强化学习的排序算法，
本文提出 的ＩＲ－ＤＡＧＧＥＲ算 法 在 排 序 精 度 和 学 习

效率上都有较大提升。
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